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基于最小熵准则与生成对抗网络的SAR三维
转动舰船目标重聚焦方法

化青龙，张 云*，任 航，姜义成，徐 丹
（哈尔滨工业大学电子与信息工程学院，黑龙江哈尔滨 150001）

摘　要：　在合成孔径雷达（Synthetic Aperture Radar，SAR）系统中，舰船目标在中高海情下的三维转动会导致多

普勒频谱时变和图像散焦，并对后续 SAR舰船目标的信息解释造成不利影响 . 针对三维转动舰船目标的重聚焦问题，

本文提出一种基于最小熵准则与生成对抗网络的 SAR三维转动舰船目标重聚焦方法，设计了生成器和判别器的网络

结构 . 生成器将散焦 SAR舰船复图像变换到距离-多普勒域，利用相位误差系数估计网络逐距离单元估计相位误差系

数，并实现对多阶次相位误差的补偿 . 判别器由一个复数域卷积神经网络构成，其所有元素，包括卷积层、激活函数、

特征图和网络参数，均被扩展到复数域 . 损失函数中引入最小熵准则和对抗损失进行无监督训练，避免非合作舰船目

标标注样本难以获取的问题 . 在仿真数据和高分三号 SAR数据上的实验表明，该方法在重聚焦精度和效率上均有显

著提升 .
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Refocusing for Three-Dimensional Rotating Ship Targets in 
SAR Images Based on Minimum Entropy Criteria and 

Generative Adversarial Network
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（School of Electronics and Information Engineering， Harbin Institute of Technology， Harbin， Heilongjiang 150001， China）

Abstract:　In synthetic aperture radar (SAR) system, the three-dimensional rotation of ship targets in the presence of a 
medium and high sea state would lead to time-varying Doppler spectrum and image defocusing, which will adversely affect 
the subsequent information interpretation of ship targets in SAR images. Aiming at the refocusing problem of three-dimen⁃
sional rotating ship targets, this paper proposes a SAR refocusing method for three-dimensional rotating ship target based on 
minimum entropy criterion and generative adversarial network, and designs the network structure of generator and discrimi⁃
nator. The generator transforms the defocused complex SAR ship image into range-Doppler domain, and estimates the 
phase error coefficient by range unit using phase error coefficient estimation network, and realizes the compensation of 
multi-order phase errors. The discriminator is composed of a complex-valued convolutional neural network, and all its ele⁃
ments, including convolution layer, activation function, feature mapping and parameters, are extended to the complex do⁃
main. The minimum entropy criterion and adversarial loss are introduced into the loss function to achieve unsupervised 
training and avoid the problem that it is difficult to obtain the target labeling samples of non-cooperative ships. Experiments 
on simulated data and Gaofen-3 data show that the proposed method achieves significant improvements in both refocusing 
accuracy and efficiency.
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1　引言

合成孔径雷达（Synthetic Aperture Radar，SAR）具有

全天时、全天候、远距离、高分辨对地观测的优势，在海

洋监测、海事管理、军事侦察等诸多军事和民用领域得

到了广泛的应用［1］. 传统的 SAR 成像算法一般假设目

标场景是静止的，并对静止场景具有较好的成像效果 .
在对海观测条件下，SAR 图像中存在许多复杂运动的

舰船目标 . 这类目标受到风场、浪场的影响产生三维转

动，直接采用传统 SAR 成像算法进行处理会产生散焦

现象［2］. 图像散焦问题加剧了舰船目标信息解译的难

度 . 因此，研究三维转动舰船目标的重聚焦已变得十分

迫切 .
近几十年来，许多方法被提出用于 SAR 图像的聚

焦处理 . 这些方法可主要被分为基于子孔径的方法、基

于逆滤波的方法、基于优化的方法和基于 SAR/ISAR混

合成像的方法 . 基于子孔径的方法以子孔径相关自聚

焦法（Map Drift Autofocus，MDA）［3］为代表，通过求解子

孔径图像之间的互相关关系来估计多普勒调频率，进

而实现对 SAR 图像的重聚焦 . Ran 等学者［4］在 MDA 的

基础上进一步扩展，提出一种斜视距离相关的 MDA估

计剩余随距离变化的相位误差 . Huang等学者［5］提出一

种改进子孔径相关算法用于无人机载 SAR 图像自聚

焦 . 基于子孔径的方法主要用于二阶相位误差的补偿，

受可划分子孔径数量的限制，难以有效补偿高阶相位

误差 . 相位梯度自聚焦算法（Phase Gradient Autofocus，
PGA）［6］是一种应用广泛的基于逆滤波的 SAR图像聚焦

方法，通过迭代逐步进行相位误差校正，具有估计高阶

相位误差的优点，但对特征点的选择、窗口大小和迭代

次数较为敏感 . Li 等学者［7］提出一种卡尔曼滤波约束

的 PGA 算法，将卡尔曼滤波器的预测结果应用到子孔

径数据后再进行相位估计，以减少算法的收敛时间 . 在

PGA 算法的基础上，还衍生出了 WPGA［8］和 QPGA［9］等
SAR 聚焦算法 . 基于优化的方法通过最小化图像

熵［10~12］、最大化对比度［13］等度量优化方式估计未知相

位误差 . 最常用的基于优化的 SAR聚焦方法是基于最

小熵的自聚焦方法（Minimum Entropy Autofocus，MEA）.
这类方法不受成像场景和成像模式的限制，不依赖特

显点的选取，即使对被观测目标没有已知条件或先验

知识也能够实现对高阶相位误差的估计，在低图像对

比度和相干斑噪声干扰等条件下具有更强的鲁棒性 .
然而，基于优化的方法计算复杂度较高，需要大量迭代

才能收敛 . 基于SAR/ISAR混合成像的方法利用SAR成

像方法获取散焦舰船目标切片，再通过逆变换获取伪

回波，然后利用 ISAR 成像方法获取聚焦舰船目标像 .
在此类方法中，Itoh等学者［14］提出一种目标径向运动的

补偿方法，称为多普勒中心跟踪法（Doppler Centroid 
Tracking，DCT），能够处理目标散射点连片情况，具有较

好的稳定性 . 王勇等学者［15］提出了一种积广义三次相

位 函 数（Product Generalized Cubic Phase Function，
PGCPF）算法，用于估计多分量三次相位信号的参数并

获得高质量的瞬时图像 . SAR/ISAR混合成像需要针对

不同散焦情况进行具体分析，且复杂度较高，一定程度

上限制了该方法在实际场景中的应用 .
深度神经网络在图像处理领域表现出优异的性

能，并已用于 SAR 重聚焦处理 . Pu 等学者［16］将基于迭

代的稀疏成像方法展开为深度网络架构，并提出一种

稀疏自编码器网络，可同时实现 SAR 成像与自聚焦 .
Liu 等学者［17］基于深度神经网络提出两种自聚焦网络

架构，并通过实测 SAR 数据实验验证所提网络的有效

性 . Li等学者［18］提出一种用于 SAR 自聚焦成像的深度

网络，通过交替执行图像重建和相位误差估计实现

SAR 图像自聚焦 . SAR 图像是带有相位信息的复数数

据，而上述基于深度学习的自聚焦方法仅考虑 SAR 图

像的幅度信息，缺乏对 SAR图像相位信息的感知能力 .
基于此，Hua 等学者［19］提出复数域卷积门控循环单元

和复数域 SAR 舰船目标重聚焦网络，以数据驱动的方

式实现 SAR图像重聚焦 . 由于深度学习的特征自主学

习能力，可突破传统 SAR 图像重聚焦方法对信号建模

带来的性能限制，为 SAR 三维转动舰船目标重聚焦提

供了新的研究思路 .
针对 SAR 三维转动舰船目标的重聚焦问题，本文

提出一种基于最小熵准则与生成对抗网络（Generative 
Adversarial Network，GAN）的 SAR三维转动舰船目标重

聚焦方法，从大量样本中以无监督的方式学习散焦

SAR 舰船目标多普勒频谱到相位误差的映射，实现对

不同阶次相位误差系数的估计，克服传统自聚焦算法

迭代次数多和计算量大的缺点，并通过逐距离单元估

计相位误差系数进一步降低重聚焦问题的复杂度，提

高了估计精度和图像聚焦质量 . 通过与传统 SAR聚焦

方法进行性能比较，验证了所提方法对 SAR 三维转动

舰船目标重聚焦的有效性 .
2　SAR三维转动舰船目标信号模型

SAR三维转动舰船目标成像场景的几何构型如图1
所示 . 在成像场景中建立空间坐标系O-XeYe Z. Xe 轴垂

直于雷达平台运动方向，Z轴与海平面垂直 . 假设舰船
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的质心位于 O-XYZ 坐标系的原点，X 轴与船艏方向相

同 . O-XYZ 可以通过沿 Z 轴顺时针旋转 θ0 与 O-XeYe Z

重合 .

星载或机载平台上的 SAR系统沿预定的飞行轨迹

Ye 轴以速度 V匀速运动，飞行高度为 H，下视角为 η，舰

船质心与雷达的最小距离为 Rc. 舰船与雷达的瞬时距

离可表示为

Rc(t ) = R2
c + ( )Vt

2 » Rc +
V 2

2Rc

t2 （1）
其中，t代表慢时间 .

雷达在O-XeYe Z坐标系中的坐标为[VtRc sin ηH ]T.
因此，通过坐标变换，雷达在O-XYZ坐标系中的瞬时坐

标为
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（2）

舰船在海面上由于风场和海浪的作用，在侧摆、俯

仰和偏航三个方向上都存在转动 . 该转动可以表示为

θξ(t ) = Aξ cos ( 2π
τξ

t + ϕξ ) ξ = rpy （3）
其中，Aξ为转动振幅，τξ为转动周期，ϕξ为初始相位，r、

p、y分别代表侧摆、俯仰和偏航 . θξ(t )与海况、舰船类型

和舰船航速有关 .
假设P是舰船上的任意一点，其在O-XYZ坐标系中的

初始坐标是[ xyz ]T
，则P在 t时刻的坐标可以表示为

[ x (t ) y (t ) z (t ) ]T
=Ω (t )[ xyz ]T

（4）
其中Ω (t )为与 θξ(t )相关的旋转矩阵［20］.

因此，在 t时刻，雷达到点P的距离为

R (t ) » Rc(t ) - x ( )t xr( )t + y ( )t yr( )t + z ( )t zr( )t
Rc( )t

           - ( )x ( )t xr( )t + y ( )t yr( )t + z ( )t zr( )t 2

2Rc( )t 3

  （5）

根据式（1），R (t )可以改写为

R (t ) = ρ2t2 + ρ1t + ρ0 （6）
其中，ρi(i = 123)代表距离参数 . ρi 可以表示为 ρi = ρ͂i +

Dρi. ρ͂2 = v2
r 2Rc，ρ͂1 = 0，ρ͂0 = Rc. Dρi 与舰船目标的三维转

动有关 .
基于距离参数 ρi，利用级数反演法可以推导出信号

在距离-多普勒（Range-Doppler，RD）域二阶以内的相位

误差为［21，22］

ϕres( fr fa ) = ϕres2( fa ) + ϕres1( fa ) + ϕres0( fa ) （7）
其中，fr 为快时间对应频率，fa 为多普勒频率 . ϕres2( fa )、
ϕres1( fa )和ϕres0( fa )可以分别表示为

ϕres2( fa ) =- πλDρ2

4ρ͂2( )ρ͂2 + Dρ2 f 2
0

f 2
a （8）

ϕres1( fa ) = ( 2ρ1

ρ͂2 + ρ2

-
πρ͂1ρ2

ρ͂2( )ρ͂2 + ρ2 ) fa （9）

ϕres0( fa ) = 2π
λ ( -ρ͂2

1ρ2 + ρ͂12ρ1 ρ͂2

2ρ͂2( )ρ͂2 + ρ2

)+
ρ2

1

2 ( )ρ͂2 + ρ2

- 2ρ0

（10）

其中，f0为载频，λ = c f0为波长，c为光速 .
根据式（7）~（10），在距离-多普勒域，包含相位误差

的回波信号可以建模为

s ( t̂fa ) = s0( t̂fa ) exp ( - j × ϕ ( fa ) ) （11）
其中，j是虚数单位，s0( t̂fa )为不含相位误差的距离-多

普勒域回波信号，t̂表示距离向时间，ϕ ( fa )表示相位误

差分量 . 由于一阶线性相位误差只是造成图像的整体

平移，对舰船目标图像结构没有影响，因此距离-多普勒

域的回波信号相位误差模型可合理假设为

ϕ ( fa ) =∑
i = 2

ε

αi f i
a （12）

其中，αi 为第 i阶相位误差系数 . 舰船目标重聚焦的本

质就是补偿相位误差 ϕ ( fa ). 为了进一步分析不同阶次

相位误差对 SAR 成像结果的影响，对点目标方位向回

波信号添加不同阶次相位误差，并进行了方位压缩仿

真实验，结果如图 2所示 . 从图 2可以看出，一阶相位误

差会造成信号产生明显的偏移；三阶及以上奇数阶相

位误差会造成明显的不对称旁瓣；偶数阶相位误差会

造成主瓣展宽，峰值降低，旁瓣电平升高 .
3　基于最小熵准则与生成对抗网络的重聚

焦方法

本节提出的重聚焦方法参考生成对抗网络的思想

图1　SAR三维转动舰船目标成像几何构型
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进行设计，包含生成器、判别器和损失函数三部分，算

法整体流程图如图 3所示 . 这里，令 gθ1
表示生成器，θ1

为生成器可学习参数，令 dθ2
表示判别器，θ2为判别器可

学习参数 . 所提重聚焦方法基本思想如下：首先，对于

输入散焦舰船目标图像S，在生成器中利用相位误差系

数估计网络（Phase Error Coefficient Estimation Network，
PECE-Net）估计每个距离单元的多阶相位误差系数，实

现对相位误差的矫正，并得到聚焦的舰船目标图像

gθ1
(S )；其次，随机选取一个参考聚焦舰船目标图像，并

连同生成器输出的聚焦图像一并输入到判别器中；然

后，根据判别器输出结果计算对抗损失LWGAN，根据生

成器输出的聚焦图像 gθ1
(S )计算图像熵损失LME，利用

对抗损失和图像熵损失更新生成器参数 θ1 和判别器参

数 θ2；最后，针对复杂运动舰船目标 SAR 散焦图像，采

用训练好的生成器进行重聚焦处理 .

3. 1　生成器

在本文所提重聚焦算法之中，生成器需要不断优

化自身生成的重聚焦结果，并使判别器难以准确分辨 .
生成器架构图如下图4所示 .
3. 1. 1　生成器处理流程

根据第 2节所述 SAR舰船目标信号模型的分析可

得，舰船目标回波信号相位误差可以在距离-多普勒域

建模为多项式形式 . 因此，在生成器中首先通过方位向

快速傅里叶变换（Fast Fourier Transform，FFT）将散焦舰

船目标图像S变换到RD域，即

SRD = f (S ) （13）
其中，SRD代表RD域图像，f ( × )代表FFT操作 .

生成器的重点是利用 PECE-Net 逐距离单元估计

SRD 相位图的多阶相位误差系数 . 这里，令 ψθ1
表示

PECE-Net. 由于生成器的可学习参数仅存在于 PECE-

Net，因此 PECE-Net 的可学习参数仍可用 θ1 表示 . 则，

PECE-Net估计所得相位误差系数矩阵E可以表示为

E =ψθ1(arg (SRD ) ) （14）
其中，arg ( × )代表取相位操作 .

利用所得相位误差系数矩阵E对RD域图像SRD 进

行相位误差校正，再经方位向快速傅里叶逆变换（In⁃
verse Fast Fourier Transform，IFFT）得到生成器聚焦结果

gθ1
(S )，即

gθ1
(S ) = f ̂ (SRD × exp ( - j ×∑

i

E i f i
a ) ) （15）

其中，f ̂ ( × )代表 IFFT操作 .
3. 1. 2　PECE-Net

为了降低重聚焦任务的复杂度并凸显相位误差的

相关特征，PECE-Net将散焦舰船目标图像变换到距离-

多普勒域并提取相位图进行处理，并将相位图沿距离

向滑窗划分多个子带，各子带彼此存在重叠 . 假设散焦

舰船目标图像 S 的尺寸为 H ´W ´C，子带的距离向宽

度为 k = 2n + 1，n = 123，则子带的尺寸为 H ´ k ´C，

子带个数为 W - 2n. 将划分的子带拼接为三维矩阵输

入到 PECE-Net 之中，则输入数据的矩阵维度为 H ´ k ´
C ´ (W - 2n). PECE-Net由 1个输入层，5个卷积层，2个

全连接层和 1个输出层组成，网络架构如图 5所示 . 5个

卷积层卷积核尺寸均为 3×3，卷积核个数分别为 96、
256、384、384和 256. 第 1，2，5个卷积层的步长为 2 ´ 1，

第3，4个卷积层的步长为1 ´ 1. 两个全连接层的神经元

个数分别为 1 024与 256. 卷积层和全连接层的激活函

数均为斜率为 0.1的 leaky-ReLU［23］. 输出层神经元个数

       (a) 1阶相位误差    (b) 2阶相位误差      (c) 3阶相位误差

       (d) 4阶相位误差     (e) 5阶相位误差 (f) 6阶相位误差

图2　不同阶次相位误差时方位回波信号压缩结果

输入散焦图像

参考聚焦图像

生成器聚焦结果
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图3　算法流程图
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图4　生成器架构图
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为N，由于所提重聚焦算法不考虑对 1阶相位误差的补

偿，因此输出层神经元依次输出 2 N + 1阶相位误差系

数 . 当输入 SAR图像数据维度设置为 128×128×1、估计

相位误差最高阶数为 5 阶（即 N = 4）时，PECE-Net 的总

参数量约为16.17 M.

PECE-Net 属于实数域网络，其前向传播与反向传

播过程如下 . 在PECE-Net第 l个卷积层中，将输入特征

图 al - 1 与卷积层的权值矩阵 W l 卷积，并加入偏置项 bl

得到中间变量 z l. z l 由实数域激活函数 σ ( × )激活，得到

卷积层的输出al. PECE-Net卷积计算过程可以表示为

al = σ ( z l )
   = σ (W l*al - 1 ) + bl

（16）
其中，*表示卷积运算操作 .

在 PECE-Net第 l个全连接层中，将输入特征图 al - 1

与全连接层的权值矩阵W l 卷积，并加入偏置项 bl 得到

中间变量 z l. z l 由 σ ( × )激活，得到全连接层的输出 al.
PECE-Net全连接层计算过程可以表示为

al = σ ( z l )
   = σ (W lal - 1 ) + bl

（17）
假设第 l个全连接层的误差项为 δl，则第 l - 1个全

连接层的误差项可以推导为

δl - 1 = (W l ) T
δlσ′( z l - 1 ) （18）

其中，σ′( × )是激活函数 σ ( × )的导数，( × ) T
表示矩阵转

置操作，表示哈达玛积 . 第 l个全连接层的权值矩阵

和偏置项的梯度为
¶L
¶W l

= δl(al - 1 ) T
（19）

¶L
¶bl

=∑δl （20）
假设第 l个卷积层的误差项为 δl，则第 l - 1个卷积

层的误差项可以推导为

δl - 1 = δl(W l )Θσ′( z l - 1 ) （21）
其中，( × )Θ表示将矩阵旋转 180 度 . 第 l个卷积层的权

值矩阵和偏置项的梯度为
¶L
¶W l

= al - 1*δl （22）

¶L
¶bl

=∑δl （23）
PECE-Net 第 l个卷积层或全连接层的权值矩阵和

偏置项的更新公式为

W l ¬W l + η
¶L
¶W l

（24）
bl ¬ bl + η

¶L
¶bl

（25）
其中，η为学习率 . 式（16）~（25）所包含的所有变量均

属于实数域 .
3. 2　判别器

判别器用于处理生成器输出的聚焦结果与参考聚

焦图像，并不断优化自身参量以尽可能将两者区分开

来 . 生成器与判别器形成博弈对抗关系，并在训练中逐

渐达到纳什均衡 . 为了充分利用复数域 SAR图像的幅

度和相位信息，采用复数域卷积神经网络（Complex-

Valued Convolutional Neural Network，CV-CNN）构建判

别器，其所有元素均被扩展到复数域 . 判别器的网络架

构如图 6所示，包含一个输入层、四个复数域卷积层、一

个复数域全连接层和一个输出层 . 四个复数域卷积层

的卷积核尺寸均为4×4，步长均为2×2，卷积核个数分别

为 32、64、128和 128. 复数域全连接层的神经元个数为

1 024. 输出层神经元个数为1.

3. 2. 1　判别器前向传播

复数域卷积层由实数域卷积层向复数域扩展得

到 . 复数域卷积层中卷积操作的示意图如图 7所示 . 在

第 l个复数域卷积层中，将输入特征图 al - 1 与卷积层的

权值矩阵 W l 卷积，并加入偏置项 bl 得到中间变量 z l. z l

由复数域激活函数 σRe - Im( × )激活，得到复数域卷积层

的输出al. 复数域卷积计算过程可以表示为

al = σRe - Im( z l )
= σ (Re ( )W l *Re ( )al - 1

)-Im ( )W l *Im ( )al - 1 +Re (bl )
+j × σ (Re ( )W l *Im ( )al - 1

)+Im ( )W l *Re ( )al - 1 + Im (bl )

（26）

其中，Re和 Im分别表示复数的实部和虚部 . 复数激活

函数 σRe - Im( × )分别激活实部和虚部 . 对于复变量 z l，

图5　PECE-Net架构图

图6　判别器架构图
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σRe - Im( × )的激活过程如下

σRe - Im( z ) = σ (Re ( z ) ) + j × σ (Im ( z ) ) （27）
其中，σ ( × )为实数域激活函数 . 判别器的 σ ( × )激活函

数采用的是 leaky-ReLU函数 .

复数域全连接层由实数域全连接层向复数域扩展

得到 . 在第 l 个复数域全连接层中，将输入特征图 al - 1

与全连接层的权值矩阵W l 卷积，并加入偏置项 bl 得到

中间变量 z l. z l 由 σRe - Im( × )激活，得到复数域全连接层

的输出al. 复数域全连接层计算过程可以表示为

al = σRe - Im( z l )
= σ (Re ( )W l Re ( )al - 1

)-Im ( )W l Im ( )al - 1 +Re (bl )
+j × σ (Re ( )W l Im ( )al - 1

)+Im ( )W l Re ( )al - 1 + Im (bl )

（28）

经过多层特征提取后，最终由输出层输出类别 . 判

别器本质上是一个二分类器，其输出层由单个神经元

组成 . 输出层不包含激活函数 . 后续通过构建对抗损

失LWGAN 和图像熵损失LME，以无监督的方式学习生成

器和判别器的参数 .
3. 2. 2　判别器反向传播

假设第 l个复数域全连接层的误差项为 δl，则第 l -
1个复数域全连接层的误差项可以推导为

δl - 1 = (Re ( )δl Re ( )( )W l T

)+Im ( )δl Im ( )( )W l T
σ′ (Re ( z l - 1 ) )

-j × (Re ( )δl Im ( )( )W l T

)-Re ( )( )W l T
Im ( )δl σ′ (Im ( z l - 1 ) )

（29）

第l个复数域全连接层的权值矩阵和偏置项的梯度为
¶L
¶W l

= (Re (al - 1 ) ) T

Re (δl ) + (Im (al - 1 ) ) T

Im (δl )
+j × ((Re (al - 1 ) ) T

Im (δl ) - (Im (al - 1 ) ) T

Re (δl ) )
   （30）

¶L
¶bl

=∑δl （31）
假设第 l个复数域卷积层的误差项为 δl，则第 l - 1

个复数域卷积层的误差项可以推导为

δl - 1 = (Re ( )δl *( )Re ( )W l
Θ

)+Im ( )δl *( )Im ( )W l
Θ

σ′ (Re ( z l - 1 ) )
-j × (Re ( )δl *( )Im ( )W l

Θ

)-Im ( )δl *( )Re ( )W l
Θ

σ′ (Im ( z l - 1 ) )

（32）

第 l 个复数域卷积层的权值矩阵和偏置项的梯

度为
¶L
¶W l

=Re (al - 1 )*Re (δl ) + Im (al - 1 )*Im (δl )
+j × (Re (al - 1 )*Im (δl ) - Im (al - 1 )*Re (δl ) )

  （33）

¶L
¶bl

=∑δl （34）
第 l 个复数域卷积层或全连接层的权值矩阵和偏

置项的更新公式为

W l ¬W l + η
¶L
¶W l

（35）
bl ¬ bl + η

¶L
¶bl

（36）
需要注意的是，式（26）~（36）所包含的所有变量均

属于复数域 .
3. 3　损失函数

基于上述生成器和判别器的网络架构，接下来构

建对抗损失LWGAN 和图像熵损失LME. 将生成器输出的

聚焦结果 gθ1
(S )与参考聚焦图像T输入判别器中，判别

器决定生成器输出聚焦结果分布与参考聚焦图像分布

之间的距离 . 生成器 gθ1
和判别器 dθ2

参考 WGAN［24］的

对抗损失进行训练 . 对抗损失LWGAN可以表示为

LWGAN =E (dθ2
(T ) ) -E (dθ2(gθ1

(S ) ) ) （37）
其中，E表示期望算子，即取均值操作 . 根据式（37）可

得，生成器 gθ1
试图生成与T相似的聚焦图像，而判别器

dθ2
旨在将生成器输出的聚焦结果 gθ1

(S )和参考聚焦图

像 T 区分开来 . 在这种博弈情况下，生成器 gθ1
试图将

损失最小化，而判别器dθ2
试图使损失最大化 .

此外，参考最小熵准则［12］引入图像熵损失LME. 对

于生成器输出的聚焦结果 gθ1
(S )，引用 Shannon 熵的定

义方法，计算图像熵损失LME为

LME =-∑
h = 1

H ∑
w = 1

W ∑
c = 1

C

ρhwc log ρhwc （38）

实部

虚部

输入特征图
权值矩阵

输出特征图  

图7　复数域卷积计算示意图
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ρhwc =
|| gθ1

( )S
hwc

2

P
（39）

P = ∑
m = 1

M ∑
n = 1

N ∑
c = 1

C

|| gθ1
( )S

hwc

2

（40）
其中，gθ1

(S ) hwc
表示生成器输出聚焦结果 gθ1

(S )第 h行

第w列第 c通道的像素值，P表示图像的总功率，ρhwc 表

示像素的功率与图像总功率的比值 . 图像熵能够反映

图像的聚焦程度，图像聚焦程度越好，图像熵越小 .
根据定义的损失函数，采用交替优化策略对生成

器 gθ1
和判别器 dθ2

进行优化，将其描述为一个对抗性极

小-极大问题，表示为

min
θ1

max
θ2

{LWGAN(θ1 θ2 ) + αLME(θ1 )} （41）
其中，α是控制图像熵损失LME大小的超参数 .

基于最小熵准则与生成对抗网络的重聚焦方法具

体步骤如算法1所列 .

4　实验结果分析

为了验证所提重聚焦方法的有效性，本文构建两

个仿真数据集和一个高分三号（GF-3）数据集开展验证

实验 . 首先，在仿真数据集中，利用所提方法对存在不

同阶次相位误差的散焦舰船目标图像进行重聚焦处

理，对比分析所提方法与传统重聚焦方法的性能；然

后，验证所提方法对 GF-3散焦舰船目标图像的重聚焦

效果；最后，对比分析不同重聚焦方法的重聚焦处理运

算时间，进行计算效率分析 .
4. 1　实验数据

4. 1. 1　仿真数据集

仿真数据集由射线跟踪 SAR 成像方法仿真得到，

仿真流程示意图如图 8 所示 . 该方法根据射线追踪法

和成像场景参数，获取舰船三维模型的散射点坐标和

雷达散射截面积（Radar Cross Section，RCS），再利用RD
成像算法得到聚焦的静止目标切片360张，尺寸为128×
128. 通过随机裁剪的方式将 360张聚焦切片样本扩增

到12 000张，尺寸为120×120. 雷达被设置工作在C波段

（5.4 GHz）并且属于星载体制 . 雷达轨道高度为755 km，

平台速度为7 568 m/s，脉冲宽度为45 μs，PRF为1 178 Hz.
侧摆、俯仰和偏航的角速度范围均为0~0.1 rad/s. 信噪比

（Signal-to-Noise Ratio，SNR）范围为-10~10 dB. 舰船类

别为5类 . 仿真参数设置如表1所示 .

（1） 仿真数据集 I
为了探究所提方法对存在不同阶次相位误差

散焦 SAR 舰船目标图像的重聚焦效果，从聚焦的静

止目标切片中随机选取 6 000 张，并在距离 -多普勒

偏航
z

侧摆

y

俯仰

x

三维

转动

RD 

成像

RD 

成像

仿真散焦舰船
目标数据集II

聚焦静止
舰船目标切片

添加

噪声

射线追踪

添加多阶

相位误差

仿真散焦舰船
目标数据集I  

图8　仿真数据集仿真流程示意图

表1　仿真参数设置

参数

轨道高度/km
平台速度/(m/s)

PRF/Hz
脉冲宽度/μs
载频/GHz

信噪比范围/dB
侧摆角速度/(rad/s)
俯仰角速度/(rad/s)
偏航角速度/(rad/s)

值

755
7 568
1 178

45
5.40

[-10, 10]
[0, 0.1]
[0, 0.1]
[0, 0.1]

算法1 基于最小熵准则与生成对抗网络的重聚焦方法

输入: SAR散焦舰船目标图像

输出: 生成器最佳模型参数 θ *
1 与SAR舰船目标重聚焦结果

1. 初始化生成器参数 θ1 与判别器参数 θ2, 学习率 η, 超参数 α, 迭代

次数q¬ 0, 最大迭代次数qmax

2. 构造散焦数据集À1和参考聚焦数据集À2

训练阶段

3. While q < qmax Do
4.  q¬ q + 1

5.  随机从À1中选取一个散焦舰船目标样本S

6.  随机从À2中选取一个参考聚焦舰船目标样本T

7.  前向传播并计算损失函数

    a. 由式(13)~(17)计算生成器输出聚焦结果gθ1
(S )

    b. 根据式(26)~(28)计算判别器输出结果dθ2(gθ1
(S ) )

     和dθ2
(T )

    c. 根据式(37)~(40)计算对抗损失LWGAN和图像熵

     损失LME

8.  误差反向传播并更新网络权值 θ1和 θ2

    a. 根据式(29)~(34)对判别器进行误差反向传播

    b. 根据式(18)~(23)对生成器进行误差反向传播

    c. 根据式(35)~(36)更新判别器网络权值 θ2

    d. 根据式(24)~(25)更新生成器网络权值 θ1

9. End While
重聚焦阶段

10. 根据训练所得最佳模型参数 θ *
1 构生成器

11. 分析生成器对SAR舰船目标图像的重聚焦性能
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域添加相位误差构建仿真散焦舰船目标数据集 I，
剩余 6 000 张切片用于构建仿真参考聚焦舰船目

标数据集 . 考虑到低频相位误差中的高阶分量通

常较小，因此在仿真中仅添加了 2~5 阶相位误差 .
仿真数据集 I 散焦舰船目标图像示例如图 9 所示 .

（2） 仿真数据集Ⅱ
为了探究所提方法对三维转动舰船目标的重聚焦

效果，通过设置散射点的三维转动，并在RD成像中加入

随机噪声，获得散焦的三维转动舰船目标切片共

计 6 000张，构建仿真散焦舰船目标数据集Ⅱ. 仿真三

维转动角速度范围为 0~0.1 rad/s. 仿真数据集Ⅱ散焦

舰船目标图像示例如图 10 所示 . 仿真数据集Ⅱ对应

的参考聚焦目标数据同样来自仿真参考聚焦舰船目标

数据集 .

4. 1. 2　GF-3数据集

本文从 GF-3 SAR 图像中截取 68 张复数域舰船目

标图像切片 . 同样通过随机裁剪的方式进行样本扩充，

得到 5 000张尺寸为 120×120的散焦舰船目标切片，用

于构建 GF-3散焦舰船目标数据集 . 同时，从 GF-3 SAR
图像中截取并扩充得到 5 000张聚焦舰船目标切片，用

于构建 GF-3参考聚焦舰船目标数据集 . 本文所用 GF-

3 SAR数据的成像模式为精细条带1（FSI），幅宽为50 km.
GF-3散焦舰船目标图像示例如图11所示 .

4. 2　实验设置与聚焦质量评价指标

所提重聚焦方法的训练需要设置许多超参数以获

取优化权值 . 训练参数设置为：迭代次数 20，每批次训

练样本数目为 1，学习率 0.000 2，超参数α设为 10. 子带

宽度 k=3. 环境架构：Python3.6，CUDA10.0，cudnn7.5，
Tensorflow1.14. 仿真数据集 I、仿真数据集Ⅱ和 GF-3数

据集均随机选取样本量的 80% 作为训练样本，并需要

各自训练一个重聚焦模型 . 三个数据集剩余 20%的数

据作为测试样本，并利用各数据集的重聚焦模型进行

重聚焦性能评价 .
为了便于分析所提重聚焦方法的性能，采用均方

误差（Mean-Square Error，MSE）、结构相似性指标（Struc⁃
tural Similarity Index Metric，SSIM）［25］、图像熵和信杂噪

比（Signal-to-Clutter plus Noise Ratio，SCNR）来衡量重聚

焦精度 . MSE 反映的是重聚焦结果与理想聚焦图像之

间的差异程度 . MSE越小，差异越小 . SSIM评估的是重

聚焦结果与理想聚焦图像之间的相似性水平 . SSIM的

取值范围是 0~1，SSIM越接近 1，表示越相似 . 图像熵可

以表征图像中强散射点的聚集情况，衡量图像的聚集

程度 . 图像熵的计算方法见式（38）~（40）. 熵越小，

SCNR越大，重聚焦性能越好 . 对于实测数据中的非合

作舰船目标，难以计算信号、杂波和噪声的能量 . 特别

是对于散焦 SAR 舰船目标，舰船散焦信号中混杂着杂

波和噪声 . 因此，可采用如下近似计算方法：

SCNR = 10 log10( σA

σS -A ) （42）
其中，S表示复数域散焦图像，A表示标签图像，σA 为A

的方差，σS -A 为 S 减去 A 所得矩阵的方差 . 虽然 SCNR
是通过近似计算得到的，但仍可以用于比较不同方法

的重聚焦效果 .
4. 3　仿真数据集 I重聚焦结果分析

4. 3. 1　不同阶次相位误差重聚焦结果分析

为了探索所提方法对不同阶次相位误差的重聚焦

性能，采用仿真数据集 I对生成器和判别器进行对抗训

(a)  聚焦图像 (b)  仅侧摆转动 (c)  仅俯仰转动 (d)  仅偏航转动 (e)  三维转动  
图10　仿真数据集Ⅱ散焦舰船目标图像示例

(a)  聚焦图像 (b)  2阶相位误差 (c)  3阶相位误差 (d)  4阶相位误差 (e)  5阶相位误差

图9　仿真数据集 I散焦舰船目标图像示例

(a)  散焦图像1 (b)  散焦图像2 (c)  散焦图像3 (d)  散焦图像4
图11　GF-3数据集散焦舰船目标图像示例
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练 . 在仿真数据集 I 训练样本上的损失函数曲线如

图 12所示 . 从图 12中可以看出，训练损失随着训练批

次数的增加而减少，大约在训练批次数为 8×104时收敛

到一个较低值，具备良好的收敛性能 . 利用训练好的生

成器对分别存在二到五阶相位误差仿真散焦舰船目标

进行重聚焦处理，结果如图 13 所示 . 由图 13（a）和

图 13（b）~（e）对比可以看出，由于相位误差的存在，舰

船目标存在明显的散焦现象 . 经过生成器重聚焦处理

后，存在不同阶次相位误差的散焦图像都得到了很好

的重聚焦处理，图像质量也得到了很大的提升 . 对比分

析图13（a）和图13（f）~（i）可得，重聚焦处理后的舰船目

标与原始未添加相位误差的聚焦图像很接近，散射点

聚焦良好 . 由生成器输出相位误差系数可得不同阶次

相位误差条件下沿方位维相位误差曲线如图 13（j）~
（m）所示，生成器估计相位误差与仿真相位误差较为一

致，两者的曲线重合度较高，验证了所提重聚焦方法的

有效性 .

根据生成器对仿真数据集 I 测试样本的重聚焦结

果，采用 MSE、SSIM、SCNR和图像熵 4个指标进行重聚

焦性能评估，结果如表 2所示 . 表 2中的指标统计是对

所有测试样本的平均统计结果，下同 . 在未添加相位误

差的仿真聚焦图像中，图像熵为 0.86. 从表 2可以看出，

与原图相比，添加相位误差后图像的图像熵变大，尤其

是添加二阶相位误差的图像质量严重受损 . 经过生成

器重聚焦处理后，不同阶次相位误差下重聚焦结果的

SCNR 平均提高约 30 dB，MSE 和 SSIM 得到了很大提

升，图像熵降低范围约为 0.5，与原图较为接近 . 定量结

果表明，所提方法对存在不同阶次相位误差的散焦舰

船目标均具有良好的重聚焦性能 .
4. 3. 2　不同方法重聚焦性能对比

为了探究所提方法与经典重聚焦方法的性能对

比，将 PGA、MEA与本文方法进行比较 . 不同方法对二

到五阶相位误差散焦图像的重聚焦结果如图 14所示 .
从图 14可以看出，PGA和MEA均具有一定的重聚焦效

果，但仍残留了部分散焦能量 . 经过本文方法处理后的

图像质量有了很大的提升，能够有效地聚焦舰船目标

的各个散射点 . 对上述不同方法的重聚焦效果进行定

图12　仿真数据集 I损失函数曲线

      (a)  聚焦图像     (b)  2阶相位误差  (c)  3阶相位误差  (d)  4阶相位误差 (e)  5阶相位误差   

(f)  2阶误差聚

焦结果

(g)  3阶误差聚

焦结果

(h)  4阶误差聚

焦结果

(i)  5阶误差聚

焦结果

原图原图原图原图原图原图原图

相
位
误
差

/r
a
d

方位单元

仿真相位误差
估计相位误差

相
位
误
差

/r
a
d

方位单元

仿真相位误差
估计相位误差

相
位
误
差

/r
a
d

方位单元

仿真相位误差
估计相位误差

相
位
误
差

/r
a
d

方位单元

仿真相位误差
估计相位误差

 

(j)  2阶误差估

计结果

(k)  3阶误差估

计结果

(l)  4阶误差估

计结果

(m)  5阶误差估

计结果

图13　仿真数据集 I不同阶次相位误差重聚焦结果
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量分析，结果如表 3 所示 . 由表 3 可知，对于经过 PGA
处理的重聚焦结果，MSE降低了约二分之一，SSIM增加

了约 0.03，SCNR增加了约 7 dB，图像熵略有下降 . MEA
的重聚焦效果与PGA类似，MSE和 SCNR两项指标略优

于 PGA，SSIM 和图像熵两项指标劣于 PGA. 本文方法

处理后的重聚焦结果在各项评价指标上均表现最佳，

MSE 降低了约 98%，SSIM 增加了约 0.06，SCNR 增加了

约 32 dB，图像熵最接近于原始聚焦 SAR图像 . 综上所

述，本文方法在各项指标上均取得了最好的量化评价

结果，充分体现了本文方法在 SAR 舰船目标重聚焦方

面的优势 .

4. 3. 3　网络泛化能力分析

如第 4.1.1节所述，仿真数据集 I中包含 5类不同的

舰船目标，每类舰船目标包含 1 200张样本 . 为了衡量

模型的泛化能力，使用留P法（Leave-P-Out）进行交叉验

证 . 选取第 1 类舰船目标的 1 200 张样本进行训练，并

分别对剩余 4 类舰船目标的样本进行重聚焦验证 . 重

聚焦结果示例如图 15 所示，可以看出剩余 4 类舰船目

标的重聚焦处理效果均较好，舰船目标形态特征得到

了较好恢复 . 对上述第 2~5 类舰船目标的重聚焦效果

进行定量分析，结果如表 4 所示 . 由表 4 可得，仅选取

第 1类舰船目标进行训练，所提方法在剩余 4类舰船目

标的散焦图像上均获得较高的重聚焦精度 . 通过留 P
法交叉验证了所提方法的鲁棒性和准确性 . 由第 2 节

相位误差模型分析可得，舰船目标的散焦问题主要来

源于复杂运动引起的相位误差 . 因此，生成器从散焦问

题的本质出发，在距离-多普勒域仅对相位图进行处理，

并利用 PECE-Net在逐距离单元估计相位误差系数，一

定程度上降低了解空间的自由度，避免了不同类型舰

船目标幅度信息对网络重聚焦性能的不利影响，提升

了所提方法的鲁棒性与泛化能力 .

表2　仿真数据集 I不同阶次相位误差重聚焦性能指标统计

聚焦图像

二阶相位误差

处理结果

三阶相位误差

处理结果

四阶相位误差

处理结果

五阶相位误差

处理结果

MSE
—

2.40×10-3

3.65×10-5

7.89×10-4

1.76×10-5

3.05×10-4

1.53×10-5

1.23×10-4

2.89×10-6

SSIM
—

0.88
0.99
0.93
0.99
0.94
0.99
0.97
0.99

图像熵

0.86
1.81
0.85
1.40
0.90
1.38
0.86
1.07
0.87

SCNR/dB
—

-12.28
24.07
-2.64
30.98
5.62

31.76
13.54
47.46

(a)  聚焦图像 (b)  2~5阶相位误差  (c)  PGA           (d)  MEA        (e)  本文方法

图14　仿真数据集 I不同方法重聚焦结果

(a)  第2类舰船

         散焦图像

(b)  第3类舰船

  散焦图像

(c)  第4类舰船

         散焦图像

(d)  第5类舰船

         散焦图像

(e)  第2类舰船聚

      焦结果

(f)  第3类舰船聚

      焦结果

(g)  第4类舰船聚

       焦结果

(h)  第5类舰船聚

      焦结果

图15　仿真数据集 I留P法交叉验证重聚焦结果

表3　仿真数据集 I不同方法重聚焦结果指标统计

聚焦图像

散焦图像

PGA
MEA

本文方法

MSE
—

9.05×10-4

4.25×10-4

3.58×10-4

1.81×10-5

SSIM
—

0.93
0.96
0.96
0.99

图像熵

0.86
1.41
1.03
1.16
0.87

SCNR/dB
—

1.05
8.13
9.49

33.57
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4. 4　仿真数据集Ⅱ重聚焦结果分析

在仿真数据集Ⅱ重聚焦实验中，将所提方法与

PGA和 MEA进行对比，结果如图 16所示 . 使用分别在

侧摆转动、俯仰转动、偏航转动和三维转动情况下的四

个 SAR散焦舰船目标图像对不同方法的重聚焦结果进

行可视化展示，如图 16所示 . 图 16（a）为舰船静止状态

的仿真图像，可作为不同方法聚焦结果的对比参考 . 但

需要注意的是由于舰船目标在成像过程中存在三维转

动，其理想聚焦图像与静止状态成像结果之间存在一

定程度畸变 . 从图 16（b）可以看出，舰船不同部位的散

焦程度是不同的，舰船中心的散焦程度较小，舰船头部

和尾部的散焦程度较严重，散焦现象具有空变性，成像

结果沿距离向成“X”状 . 图 16（c）（d）（e）分别为 PGA、

MEA、本文方法的重聚焦结果 . PGA方法对三维转动舰

船目标的重聚焦效果不佳 . MEA方法聚焦效果略优于

PGA，但仍残余大量散焦能量 . 从图 16（e）可以看出，所

提方法对不同三维转动情况的舰船目标仍然具有较好

的聚焦效果，一定程度上恢复出了舰船的形状 .
对仿真数据集Ⅱ的重聚焦效果进行定量分析，结

果如表 5所示 . 由表 5可得，仿真数据集Ⅱ的平均图像

熵为 3.05. 与静止成像结果相比，三维转动成果结果的

图像熵变大，图像质量变差 . 经过 PGA处理后，各项评

价指标均有有限提升，但与原始三维转动散焦图像的

各项指标差异很小 . MEA的各项指标优于PGA，图像熵

降低 0.2，SCNR提升约 2 dB. 本文方法处理后的重聚焦

结果在各项评价指标上均表现最佳，MSE 降低了约

50%，SSIM增加了约 0.14，SCNR增加了约 4 dB，图像熵

降低 0.68. 由表 5的定量评价可得，本文方法在各项指

标上均取得了较好的结果，充分体现了本文提出的重

聚焦方法在三维转动舰船目标重聚焦方面的有效性 .
需要注意，表 5中各方法的 MSE、SSIM、SCNR三项指标

在计算过程中采用的聚焦图像并不是三维转动舰船目

标的理想聚焦结果，而是静止状态聚焦结果，两者之间

存在一定畸变 . 因此表 5 中各方法的 MSE 较实际情况

偏高，SSIM、SCNR较实际情况偏低 .

4. 5　GF-3数据集重聚焦结果分析

在仿真数据训练的基础上，对 GF-3数据进行迁移

训练 . 迁移训练迭代次数为40. 迁移训练完成后对GF-3
数据集测试样本进行重聚焦，结果如图 17 所示 . 在

图 17（a1）中，舰船的散焦程度沿距离向基本一致，可以

判断该舰船目标的运动状态以平动为主 . 在图17（a2）~
（a4）中，舰船首尾两端的散焦程度明显高于舰船中部，

可以判断舰船目标的运动状态以三维转动为主 . 由

图 17（b1）~（b4）可得，PGA对三维转动舰船目标的重聚

焦效果较差，图像仍存在大量散焦 . MEA的重聚焦效果

与 PGA 类似，没有有效恢复舰船目标的真实形状 . 对

比图 17（a1）~（a4）和图 17（d1）~（d4）可得，本文所提方

法可有效实现对三维转动舰船目标的重聚焦，即使在

如图 17（a4）的强杂波环境下也能有效恢复舰船形状 .
对重聚焦效果进行定量分析可得，散焦图像的图像熵

为 3.12，PGA的图像熵为 2.47，MEA的图像熵为 2.65，本
文方法的图像熵为 2.05. 本文方法重聚焦结果图像熵

降低约 1，量化评价结果充分反映了所提方法在重聚焦

性能上的优越性 .
为了分析使用 CV-CNN 构建判别器的优势，采用

CNN 构造具有相同自由度的实数域判别器架构，并基

于幅度图像的对比实验分析可得使用实数域判别器的

图像熵为2.36，相较于使用复数域判别器的本文方法图

像熵增加 0.31，重聚焦性能下降 . 对比分析结果验证了

复数域网络相对于实数域网络的优势 .
4. 6　计算效率分析

在配置 Intel（R） Core（TM） i7-6700 CPU 和 NVIDIA 

表4　仿真数据集 I留P法交叉验证重聚焦结果指标统计

第2类舰船目标

处理结果

第3类舰船目标

处理结果

第4类舰船目标

处理结果

第5类舰船目标

处理结果

MSE
8.75×10-4

2.28×10-4

6.87×10-4

1.77×10-4

1.08×10-3

3.34×10-4

6.47×10-4

1.66×10-4

SSIM
0.94
0.99
0.95
0.99
0.90
0.97
0.95
0.99

图像熵

1.15
0.80
1.11
0.76
1.90
1.42
1.04
0.69

SCNR/dB
0.60

14.61
0.40

16.43
1.03

13.92
-0.36
13.26

(a) 聚焦图像 (b) 散焦图像 (c) PGA (d) MEA (e) 本文方法

图16　仿真数据集Ⅱ不同方法重聚焦结果

表5　仿真数据集Ⅱ不同方法重聚焦结果指标统计

聚焦图像

散焦图像

PGA
MEA

本文方法

MSE
—

2.18×10-3

2.07×10-3

1.55×10-3

1.24×10-3

SSIM
—

0.69
0.69
0.73
0.83

图像熵

0.86
3.05
3.02
2.85
2.37

SCNR/dB
—

-10.37
-10.334
-8.33
-6.48
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GeForce RTX 1080显卡的计算机上对不同方法的计算

效率进行统计分析 . 统计各个方法对尺寸为 120×120
的单张散焦图像的处理时间，结果如表 6所示 . 由表 6
可得，在各方法处理时间中，PGA 的处理时间最长，本

文方法的处理时间最短 . 由于使用显卡进行并行计算

的优势，本文方法处理时间优于基于 PGA和MEA的传

统重聚焦方法 .

5　结论

本文针对三维转动舰船目标的重聚焦问题，从

SAR 成像原理出发，理论推导和分析了舰船三维转动

状态对 SAR成像造成的不利影响 . 在此基础上，以生成

对抗思想设计了 SAR 三维转动舰船目标重聚焦方法，

提出了相位误差系数估计网络PECE-Net以逐距离单元

估计相位误差系数，基于 CV-CNN 设计判别器网络架

构，推导了网络的前向传播与反向传播算法，引入了最

小熵准则和对抗损失，以无监督的方式进行网络训练 .
通过在仿真数据和 GF-3数据上的实验，验证了所提方

法的有效性 . 与传统的 PGA 和 MEA 相比，本文方法具

有更小的熵和 MSE，更大的 SSIM和 SCNR，重聚焦精度

得到了显著提升 .
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